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Abstract: The purpose of this study is to facilitate the diagnosis of cardiovascular diseases. We perform semantic 
segmentation of the heart from CT images using Fully Convolutional Neural Networks. In the case of medical images 
it is difficult to create or obtain label data. Therefore, we studied semi - supervised Learning method combining 
Adversarial Network and Adversarial Training in order to create highly accurate segmentation model with less label 
data. We showed that a combination of Adversarial Network and Adversarial Training can create a more accurate 
cardiac segmentation model even when the number of label data is small.

抄録　本研究では心臓血管疾患の診断を容易にすることを目的として Fully	Convolutional	Neural	

Networksを利用した CT画像からの心臓のセマンティックセグメンテーションを行う．医用画像の場合

ラベルデータの作成や入手が困難である．そのため少ないラベルデータで高精度のセグメンテーションモ

デルを作成するために Adversarial	Networkと Adversarial	Trainingを組み合わせた半教師学習手法を検

討した．Adversarial	Networkと Adversarial	Trainingを組み合わせた手法によりラベルデータ数が少な

い場合でも，より高精度な心臓のセグメンテーションモデルを作成できることを示す．

キーワード：画像セグメンテーション，半教師学習，Fully	Convolutional	Network	（FCN），

心臓 CT画像
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１．はじめに

１．１　研究背景

　心臓血管疾患は，世界保健機関（WHO）によると，

世界での死亡原因の第１位である．心臓病の検査で

は，心エコー，Computed	Tomography	（CT），および

Magnetic	Resonance	Imaging	（MRI）を含む複数のモダ

リティ画像で行われる．CTは，心血管疾患を診断する

ための重要なモダリティであり，心室，心房，大動脈に

関する詳細な解剖学的情報を持ち，心臓の構造把握に優

れる．治療の際には心機能の定量的分析や術前計画が行

われる．心機能の分析や術前計画では正確な心臓構造の

把握が必要であり，正確な領域分類が必要とされる．し

かし，手動で行う心臓のセグメンテーションは非常に時

間がかかり，精度も作業者に依存する．したがって，心

臓血管疾患の診断を容易にするために，正確で，再現性

がある自動心臓セグメンテーション方法が必要である．

　最近の研究では Fully	Convolutional	neural	Network	

（FCN）を応用したセグメンテーションが行われている．

FCNは一般にピクセル単位のラベル付けまたはピクセ

ル単位の分類を行うセマンティックセグメンテーショ

ンに使われる．通常の Convolutional	Neural	Network	

（CNN）と同じく高い汎化性能の実現のためには多量の

学習データが必要になる．心臓のセグメンテーションで

は Phiらや Christianらによって FCNを用いたMRIか

らの左心室と右心室の内腔および心筋へのセグメンテー

ション手法が提案されており，FCNを用いたセグメン

テーションが，以前の自動セグメンテーション手法より

も優れていることを示している 1,	2）．これらの研究では

MRIに対する左心室，右心房，心筋のセグメンテーショ

ンを行い他の部位はセグメンテーションされていない．

また，各領域の判別が困難な CT画像ではその応用は困

難である．

　さらに FCNによるセマンティックセグメンテーショ

ンを医用画像に適用する際の問題点の一つは正しくセグ

メンテーションされた正解画像（本稿ではラベルデータ

と呼ぶ）の入手の難しいことである．医用画像の場合ラ

ベルデータの作成には，人体の解剖学的構造や疾病に関

する知識，画像読影の経験などが必要になる．

　セグメンテーションラベルの作成は画素一つ一つに対

してアノテーションを付ける必要がある．ボクセルデー

タではすべてのスライスに対してアノテーションを付け

るため，ラベルデータ作成の負担はより大きくなる．

　以上のことから医用画像のセグメンテーションラベル

の作成や入手は困難である．ラベルデータを入手できな

いことで学習データを確保できないことは，セグメン

テーションモデルの性能や応用分野に大きな制約を与え

る．

１．２　研究の目的

　従来の研究ではMRI画像に対して FCNを用いたセ

グメンテーションが行われており CT画像に対する汎化

性能の評価は行われていない．さらにセグメンテーショ

ンを行う心臓部位はごく限られた部位である．本研究で

は FCNによる CT画像からの左心室，左心房，右心室，

右心房，上行大動脈，下大静脈，心房中隔，左心耳，そ

の他の心臓部分，その他の部分へのセグメンテーション

を行い，CT画像での精度の検証やより多くの部位での

精度検証を行う．またラベルデータが入手できない場合

もより精度の高いセグメンテーションモデルを作成する

ために半教師学習を導入する．

２．先行研究

２．１　Fully Convolutional Neural Network

　FCNは近年セグメンテーションのタスクにおいて高

い精度を示している．FCNは CNNから全結合層をなく

し，畳み込みで構成されたニューラルネットワークであ

る．FCNは全結合層を排除したことで画像上の物体の

位置情報が失われにくくなっている 3）．また画像から画

像への変換を可能とし，可変の画像サイズに対して適用

することができる．そのため，セマンティックセグメン

テーションによく利用される．

　また V-netや U-netなど医用画像のセグメンテーショ

ンに適したネットワーク作成が行われている 4,	5）．U-net

は encoder-decoder型の FCNである．Encoder部分で

画像に対して，畳み込みとダウンサンプリングを繰り返

し適用し高次の特徴抽出を行う．Decoder部分では畳み

込みとアップサンプリングを繰り返し適用して，特徴

マップの解像度を向上させセグメンテーション結果を得

る．このとき同一解像度の特徴マップを encoderから

decoderに渡すことで正確な位置やエッジの情報を得る

ことを実現している．

　V-netでは３次元ボリュームデータに対して，FCNに

よるセグメンテーションを行った．ボリュームデータに

対して３次元畳み込みを用いることで，奥行き方向に対

する情報を考慮した特徴抽出を行った．３次元画像では

奥行き方向を考慮するため，前景ボクセルと比べて背景

ボクセルの数が多くなり，特徴抽出の不均衡が起きやす

い．そのためダイス係数に基づいた損失関数を使用する
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ことで，前景ボクセルと背景ボクセルの数に不均衡があ

るデータに対して高精度のセグメンテーションを達成し

ている．

　しかしこれらのネットワークは教師有り学習を前提と

しており，にはすべての学習データに対してラベルデー

タが必要である．１．１で述べたようにラベルがついた

データのみを学習に使用することは，セグメンテーショ

ンモデルの性能や応用分野に大きな制約を与える．こ

れに対して半教師学習では少量の学習用データとラベ

ルデータのセットと大量の学習用データをもとに学習

を行う．そのためラベルデータがない学習用データも

モデルの学習に有効に活用することができる．Neural	

Networkにおける半教師学習では Adversarial	Network	

に基づく手法や Virtual	Adversarial	Trainingが画像分

類問題において高い性能を発揮している 6-8）．

２．２　Adversarial Network による半教師学習

　Neural	Networkの半教師学習手法の一つにAdversarial	

Networkを用いた手法がある．Adversarial	Network

による半教師学習は	Generative	Adversarial	Networks	

（GAN）の考えに基づいている 9）．典型的な GANは２

つのネットワーク，generatorと discriminatorから成り

立つ．これらの２つのネットワークは学習プロセスにお

いてmin-maxゲームを行う．generatorはランダムなノ

イズベクトルを入力として，ターゲットとなるデータ

の分布に従うサンプルデータを出力する．discriminator

は生成されたサンプルをターゲットのものと区別する．

generatorは discriminatorがサンプルとターゲットの

データを誤認識するように訓練される．これにより，

ターゲットの分布からのものと同様のサンプルを生成す

る．この GANの考えは多くのタスクで効果的な教師な

し学習と半教師あり学習を容易にする．

　セグメンテーションタスクにおける Adversarial	

Networkによる半教師学習も GANの考えに基づく．セ

グメンテーションタスクにおける Adversarial	Network

は Segmentation	Networkと Discriminator	Networkを

用いて敵対的に学習させる．Segmentation	Networkは，

元画像を入力としてセマンティックセグメンテーション

を行い，ボクセルごとにどの部位に属するかの確率マッ

プを出力する．Discriminator	Networkは元画像とラベ

ルデータもしくはセグメンテーション後の確率マップ

を入力としてセグメンテーションの信頼度を出力する．

Adversarial	Networkはラベルデータのない画像に対し

ても，Discriminator	Networkの出力を利用することで

Segmentation	Networkを学習させることができる．

　Adversarial	Networkによる半教師学習は以下の仮

定が成り立つ必要がある．Discriminator	Networkが

セグメンテーション結果と正解画像の分類が可能で

ある．Discriminator	Networkに容易に分類されない

セグメンテーション結果を Segmentation	Networkが

出力可能である．この二つが成り立つ必要があるのは

Segmentation	Networkと Discriminator	Networkを 交

互に競わせながら学習させるためである .

　ラベルデータが少ない場合，Adversarial	Network

による半教師学習は困難になる．これは Segmentation	

Network，Discriminator	Networkともに汎化性能が低

下し，仮定の達成が困難になるためである．本研究では

より少ないラベルデータ数でも半教師学習によるセグ

メンテーション精度の向上を図るために，Adversarial	

Trainingを導入する．

２．３　Adversarial Training

　ニューラルネットワークを含むいくつかの機械学

習モデルは，人が感知できないほどのごく小さな

Adversarial	perturbationを加えたデータに対して誤

分類を引き起こす．これは訓練されたモデルが正し

い汎化性能を得ることができていないことを示し，

Adversarial	perturbationを加えたデータに対して学習

を行うことで汎化性能の向上が期待できる．Goodfellow

らは元データに対して Adversarial	perturbationを加え

た Adversarial	Exampleに対して学習を行う正則化手法

Adversarial	Trainingを開発した 10）．

　Adversarial	perturbationは入力データに対して，機

械学習モデルの損失が最も上昇する小さな変化である．

この Adversarial	perturbationは誤差逆伝搬法を用いて

入力データに対する勾配を求めることで高速に計算する

ことができる．Adversarial	Trainingはランダムなノイ

ズをデータに与えて学習した場合やドロップアウトを用

いて学習した場合よりも高い汎化性能の向上を実現でき

る．

３．提案手法

　本研究では FCNを用いた心臓 CT画像からの心臓領

域セグメンテーションを行う．さらにセグメンテーショ

ンの抽出精度を向上させるために正解画像のない元画像

を利用した半教師学習を適用する．対象領域は，左心

室，左心房，右心室，右心房，上行大動脈，下大静脈，

心房中隔，左心耳，その他の心臓部分，その他，であり，

10領域にセグメンテーションする．FCNを適用する際
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に造影剤を使用し撮像された心臓のマルチスライス CT

のボクセルデータを学習データとした．撮像タイミング

は心室拡張期の手前である等容性弛緩期（R波と R波

の間隔を100％とした場合の50％のタイミング）である．

等容性弛緩期では心室が収縮するまでの間は心室内容積

が変換しない．

　提案手法では FCNにより，左心室，左心房，右心室，

右心房，心筋，上行大動脈，下大静脈，心房中隔，左心

耳，その他の部分に属する確率をボクセルレベルで求め

る．そのうち属する確率の最も大きいラベルに属すると

判断する．

　医用画像に対するラベル作成は専門知識が必要であ

り，なおかつ時間がかかるため作成コストが高い．特に

セグメンテーション用のラベル作成では画素１つ１つに

注釈付けする必要がありラベル作成にかかる時間が膨大

になる．少ないラベルデータで高精度のセグメンテー

ションモデルを作成するために Adversarial	Networkと

Adversarial	Trainingを組み合わせた手法を検討する．

　提案手法では Segmentation	Networkと Discriminator	

Networkを用いて敵対的に学習させる．Segmentation	

Networkは，元画像を入力としてセマンティックセグ

メンテーションを行い，ボクセルごとにどの部位に属す

るかの確率マップを出力する．Discriminator	Network

は元画像とラベルデータもしくはセグメンテーション

後の確率マップを入力としてボクセルごとにセグメン

テーションの信頼度を表す信頼度マップを出力する．

Discriminator	Networkが出力する信頼度マップから

損失の計算を行うことでラベルなしデータに対しても

Segmentation	Networkと Discriminator	Networkの 学

習が可能になる．

　Adversarial	Trainingは Segmentation	Networkと

Discriminator	Networkのどちらにも使用する．正確な

Adversarial	perturbationの計算はラベルデータを必要

とするため Adversarial	Trainingはラベル付きデータに

対してのみ行われる．

３．１　ネットワーク構成

　本研究では Segmentation	Networkと Discriminator	

Networkの二つのネットワークを用いる．Segmentation	

Networkと Discriminator	Networkは encoder-decoder

型の FCN構造を用いた．

　Segmentation	Networkは心臓 CT画像を入力とし

てセグメンテーション結果を出力する．Segmentation	

Networkの構造を図１に示す．Segmentation	Network

の構造は同じ特徴マップのサイズで処理を行ういくつ

かの階層に分かれている．encoder部分では畳み込み

により特徴抽出を行う．畳み込みには5×5×5のフィ

ルタを用いた．フィルタ数は第一階層で 16，第２階

層で32，第３階層で64，第４階層で128である．畳み

込み後の活性化関数には Parametric	Rectified	Linear	

Unit	（PReLU）	を使用している．本手法ではダウンサ

ンプリングに stride	2の2×2×2フィルタを採用して

いる．ダウンサンプリングに用いたフィルタは，特徴

マップのチャネル数が２倍になるようにフィルタを構成

した．畳み込みをダウンサンプリングに用いることで

maxpoolingを用いたダウンサンプリングよりも学習を

効率的に進めることが可能となる．

　FCNを用いたセマンティックセグメンテーションで

はボクセルごとにラベルづけを行うために，decoder

部分では特徴マップのサイズを元に戻す必要がある．

decoder部分では transposed	convolutionを使いアップ

サンプリングを行う．transposed	convolutionは stride	

2の2×2×2フィルタを用いている．フィルタは特徴

マップのチャネル数が１／２倍になるようにフィルタを

構成した．本手法では各階層の入力となる特徴マップと

解像度を変更する前の特徴マップに足し合わせることで

残差学習を行う 11）．またダウンサンプリングした際に失

われる局所的な特徴を補うために，U-netと同じように

encoder部分の特徴マップを decoder部分の特徴マップ

に連結することで局所的な特徴をネットワーク後半部に

伝えている．Segmentation	Networkから出力された特

徴マップは softmax関数により画素がどの部位かを表す

確率に変換される．

　次に Discriminator	Network	のネットワーク構成に

ついて説明する．Discriminator	Network	の構造を図

２に示す．Discriminator	Networkは基本的な構成は

図１　Segmentation	Networkの構造
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Segmentation	Networkと同じである．違いは心臓 CT

画像とラベルデータもしくは Segmentation	Networkに

よるセグメンテーション結果を入力とし，それぞれの入

力画像に対して畳み込みを行った後に連結する点であ

る．

　Discriminator	Networkは心臓 CT画像とラベルデー

タもしくは Segmentation	Networkによるセグメンテー

ション結果を入力として，入力されたのがセグメンテー

ション結果かラベルデータかをボクセルごとに判定す

る．Discriminator	Networkの最終的な出力はチャネル

数１の特徴マップである．

　この特徴マップは信頼度マップ（Confidence	Map6））

と呼ばれ，ラベルデータの信頼度をボクセルごとに表し

た数値情報である（最小値０から最大値１のグレイス

ケール画像）．セグメンテーション結果かラベルデータ

かの最終的な判断はこの特徴マップから行われる．元画

像にラベルデータが無い場合，疑似的なラベルデータと

して利用することで Segmentation	Networkの性能向上

が可能となる．

３．２　Adversarial Example の作成方法

　本手法では Adversarial	Trainingを行うことで

Discriminator	Networkと Segmentation	Networkの

汎化性能を向上させる．前述したように Adversarial	

Trainingは Adversarial	Exampleに対して学習を行い，

全体の汎化能力を向上させる．本手法では Adversarial	

Exampleの作成方法として Takeru	Miyatoらが提案し

た手法を用いている 8）．Adversarial	Exampleの作成方

法を式⑴に示す．

　Adversarial	Exampleは 元 デ ー タxと Adversarial	

perturbationを足し合わせることで作成される．

Adversarial	perturbationは機械学習モデルの損失が最

も大きくなるように計算されており，誤差逆伝搬法に

よって近似的に計算することができる．誤差逆伝搬法は

ニューラルネットワークの学習の際に使用され，重みパ

ラメータに対しての勾配を効率的に計算することがで

きる．元データ xを重みパラメータに見立て，誤差逆

伝搬法を適用すると元データxに対する勾配 gが計算で
きる．この勾配 gを利用すれば，元データxに対してど
のような変化を与えれば損失値が上昇するかがわかる．

Adversarial	perturbationは元データに対する勾配 gを
勾配 gのユークリッドノルムで割り，変化の大きさを制
御するパラメータ єを掛けることで求められる．本手法
では元画像に対する Adversarial	Exampleを求める際に

は єに5e+4を使用し，ラベルデータとセグメンテーショ
ン画像に対する Adversarial	Exampleを作成する際には
єに1.0を用いた．
　心臓 CTに対して作成された Adversarial	perturbation	

（AP）	と元画像，Adversarial	Example	（AE）	を図２，

図３，図４に示す．図２の Adversarial	perturbationを

図３の元画像に画素ごとに足し合わせることで図４の

Adversarial	Exampleが作成される．

３．３　ネットワークの学習

　本手法の学習方法を示す．最初に Segmentation	

Networkの学習に関して説明する．Segmentation	

Networkはラベル付きデータ，ラベルなしデータ両方

に対して学習を行う．図６にラベル付きデータに対する

学習の模式図を示す．ラベル付きデータに対する学習で

は１）元画像を入力した場合のセグメンテーション結果

とラベルデータの類似度，２）Discriminator	Network

から出力されるセグメンテーションの信頼性，３）

Adversarial	Exampleを入力した場合のセグメンテー

ション結果とラベルデータの類似度，の３つの指標が学

習に使われる．Discriminator	Networkから出力される

セグメンテーションの信頼性はセグメンテーション結果

図２　Discriminator	Networkの構造

図３　AP 図４　元画像 図５　AE
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を Discriminator	Networkに入力し信頼度マップを得る

ことにより計算する．図６の LOSSでは教師学習と半教

師学習の損失関数がそれぞれ計算される．

　Adversarial	exampleの作成には元画像を入力した場

合のセグメンテーション結果とラベルデータの損失が

利用され，Discriminator	Networkによるセグメンテー

ションの信頼性に関する損失は使用されない．これはラ

ベルデータが存在する場合，Adversarial	perturbation	

を Discriminator	Networkの重みパラメータに影響させ

ないためである．

　Segmentation	Networkのラベルなしデータに対する

学習は Discriminator	Networkから出力されるセグメン

テーションの信頼性のみを用いて行われる（図７）．こ

れは Adversarial	Exampleの作成には元画像を入力した

場合のセグメンテーション結果とラベルデータの損失が

利用されるため，Adversarial	Exampleが作成できない

ためである．

　Discriminator	Networkはラベル付きデータに対して

のみ学習を行う．

　図８に Discriminator	Networkの学習方法を示す．

Discriminator	Networkでは元画像とラベルデータもし

くはセグメンテーション結果を入力として与え，ラベル

データとセグメンテーション結果を識別できるように訓

練する．Discriminator	Networkは画素ごとにセグメン

テーションの信頼度を表す信頼度マップを出力させ，ラ

ベルデータにはすべての画素が０で満たされた画像もし

くはすべての画素が１で満たされた画像を用いる．

　ラベルデータが入力された場合は画素が１で満たさ

れた画像をラベルデータとし，セグメンテーション結

果が入力された場合はすべての画素が０で満たされた

画像をラベルデータとして用いる．また Discriminator	

Networkでは元画像，ラベルデータ，セグメンテーショ

図６　Segmentation	Networkのラベル付きデータでの学習

図８　Discriminator	Networkの学習

図７　Segmentation	Networkと Dicriminator	Networkの
ラベルなしデータに対する学習方法



半教師学習による心臓領域セグメンテーションの基礎検討 7

ン結果すべてに対して Adversarial	Exampleの作成を行

い Adversarial	Trainingを行う．

　Segmentation	Networkと Discriminator	Networkの

学習を行う際は，交互にパラメータ更新を行う．片方の

ネットワークのパラメータ更新を行う場合，もう片方の

ネットワークのパラメータは固定する．

　損失関数は以下で定義される．

　最初に Discriminator	Networkの損失関数について説

明する．Discriminator	Networkの損失関数は LDで表

される．LDは LATに重みλATを掛けた値と LRFの足し合

わせによって求められる．LRFは元画像がラベルデータ

もしくは元画像か正しく判断できているかを計算する．

LATは Adversarial	Trainingに関する損失を計算する．

λATは Adversarial	Trainingの学習への影響度を表す．

まず LRFについて説明する．ynは入力がラベルデータか

Segmentation	Networkによるセグメンテーション結果

かを表す２値変数である．ynはラベルデータの場合１を

とりセグメンテーション結果の場合０をとる．Ynはラベ

ルデータであり，S (Xn)は Segmentation	Networkに画
像 Xnを与えた場合のセグメンテーション結果である．

Dは Discriminator	Networkからの出力を表している．
Discriminator	Networkからの出力は３次元の信頼度

マップであるため，それぞれの画素についてクロスエン

トロピーを計算し総和をとることで LRFの損失値を計算

する．LATにおいて rは Adversarial	perturbationである．
LATは Discriminator	Networkへ の 入 力 が Adversarial	

Exampleの場合であり，LRFと LATでは大きな違いはな

い．

　次に Segmentation	Networkの損失関数について説

明する．Segmentation	Networkの損失関数は Lsegで表

す．Lsegは Lceと LsegAT，Ladvの重み付き和によって計算

される．Lceはラベルデータとの類似度を測る損失であ

り，Ladvは Discriminator	Networkによるセグメンテー

ションの信頼性を表す．LsegATは Adversarial	Training

に関する損失である．まず Lceについて説明する．Lceは

ラベルデータとセグメンテーション結果の画素ごとの

クロスエントロピーの総和である．nnは Segmentation	

Networkに入力されたのがラベル付きデータだった場

合に１をとり，ラベルなしデータだった場合０をとるフ

ラグ変数で，Lceはラベルのないデータに対しては計算

できないため，nnにラベルデータがある場合のみ計算す

るように制御する．

　次に Ladvに関して説明する．Ladvはセグメンテーショ

ン結果に対して Discriminator	Networkから出力される

信頼度を表す．直感的には Discriminator	Networkがラ

ベルデータとセグメンテーション結果の違いを判別し，

ラベルデータだと判断する場合，Ladvは小さくなる．

４．検　　証

４．１　検証内容

　本研究では提案手法の有効性の確認のために

Baseline，AT，AN，AT+ANの４つの学習パターン

での比較を行う．ここで Baselineは同じ Segmentation	

Network構造を使い，Adversarial	Trainingを用いない

教師あり学習とクロスエントロピー損失を用いて学習さ

せたモデルである．Baselineは一般的な FCNの学習方

法であり，他の学習方法よりも低精度な segmentation	

networkとなると考えられる．ATは Baselineに対し

て Adversarial	Trainingを行ったモデルである．ANは

Adversarial	Networkにより半教師学習を行ったモデル

である．AN+ATは提案手法である．

　各ネットワークは adam法によって学習を行う．

adamのハイパーパラメータ，学習係数は1e-5，１次モー

メント推定の減衰率は0.9，二次モーメント推定の減衰

率は0.99を使用した．

　検証するのは各部位での IoU，ラベルデータ数を増減

させた場合での IoUである．検証には造影剤を用いて

撮像されたマルチスライス CT85症例を用いた．85症例

のうちラベル付きデータは10症例，ラベルなしデータ

が70症例，検証用データが５症例である．また検証で

はデータの前処理として CT画像は voxel	sizeが x,	y,	z

それぞれについて1	mmになるように前処理を行った．

検証環境は表１のとおりである．
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４．２　検証結果

　表２にラベルデータ10症例を用いて学習させた場合

の各部位での IoUを示す．表２に示すように AN+AT

の学習方法が背景，下大静脈以外の領域において最も

高精度だった．これは AN+ATの手法が通常の ATや

ANの手法よりもより高精度なセグメンテーションモデ

ルを作成可能だということを示す．

　特に左心室，左心房，右心室，右心房，上行大動脈で

は高精度を示しており，心臓血管疾患の診断に有用であ

ると考えられる．しかし，どの手法においても下大静

脈や心房中隔など画素数の少ない部位での IoUが低い．

これは損失関数がクロスエントロピーをベースとしたも

のを使っているため画素数の少ない部位に対する感度が

低いためだと考えられる．

　表３にラベルデータ数を変動させた場合の画像全体

での IoUを示す．ラベルデータ数が１症例，３症例，

５症例，10症例いずれの場合でも AN+ATの手法が最

高の IoUの値を示している．特に ANと比べた場合，

ANはラベルデータ数が10症例を超えた場合に初めて

Baselineの精度を上回っている．

　それに対して AN+ATはラベルデータ数が１症例，

３症例，５症例，10症例いずれの場合でも最高精度を示

す．Adversarial	Networkにより精度を向上させるため

には以下の仮定が成り立つ必要があった．Discriminator	

Networkがセグメンテーション結果と正解画像の分

類が可能である．Discriminator	Networkに容易に分

類されないセグメンテーション結果を Segmentation	

Networkが出力可能である．表３に示す結果は

Adversarial	Networkと Adversarial	Trainingを組み合

わせることで Segmentation	Networkと Discriminator	

Networkの汎化性能が向上し，仮定が達成され少ない

ラベルデータ数でも半教師学習によるセグメンテーショ

ン精度の向上を可能にしたことを示している．

　図９から図13にラベル付きデータ10症例で学習した

各手法でのセグメンテーション結果を示す．

　次に学習の収束にかかる時間の検証結果について示

す．学習エポック数と損失関数の値の推移を図14，15

に示す．また学習エポック数と検証データに対する IoU

の推移を図16，17に示す．

　図は Baselineに対する測定結果と AN+ATに対する

測定結果を示す．Baselineと AN+ATで別々の損失関

数が使われているため，損失値のスケールは異なる．こ

こで重要なのは収束にかかったエポック数であり，損失

値の値そのものに意味はなく，損失値の推移は収束にか

かったエポック数を判断するために使われる．

　損失値と IoUの推移から IoUの上昇が止まっており，

同時に損失値の変動が緩やかとなっているエポック数を

使用して，収束していると判断する．図14と図16を比

べた場合，AN+ATは約460エポックで収束していると

判断できる．また図15と図17を比べた場合，Baseline

は約470エポックで収束していると判断できる．このこ

とから AN+ATと Baselineの間では学習の収束に必要

なエポック数にほとんど差がなかった．

　また AN+ATが460エポックの学習にかかった実時

間は 21時間 57分 59秒であり，Baselineが 470エポッ

クの学習にかかった時間は６時間39分30秒であった．

CPU
Intel®	Core™	i7-8700k
Processor	3.70	GHz

GPU GeForce	GTX	1080	Ti	×2

RAM 62	GB

OS Ubuntu	16.04

開発・実行環境
Python3.5,	Tensorflow1.4,	
CUDA	ToolKit8.0,	CuDNN6.0

表１　検証環境

表３　ラベルデータ数を変動させた場合の IoU

表２　各部位の IoU

背

景

心

臓

上
行
大
動
脈

左

心

室

左

心

房

左

心

耳

右

心

室

右

心

房

下
大
静
脈

心
房
中
隔

Base
0.9
29
0.6
71
0.6
97
0.6
91
0.8
21
0.3
14
0.7
73
0.7
64
0.3
36
0.2
81

AT
0.9
52
0.7
26
0.8
38
0.7
76
0.8
44
0.7
17
0.8
12
0.8
04
0.4
03
0.3
19

AN
0.9
35
0.6
90
0.7
39
0.7
68
0.8
21
0.5
37
0.7
69
0.7
32
0.3
31
0.3
95

AN+AT
0.9
51
0.7
33
0.8
50
0.7
79
0.8
74
0.7
76
0.8
20
0.8
20
0.3
31
0.4
60

１症例 ３症例 ５症例 10症例

Base 0.711 0.789 0.816 0.835
AT 0.740 0.801 0.825 0.875
AN 0.409 0.756 0.801 0.844

AN+AT 0.756 0.838 0.855 0.889
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AN+ATは Baselineの約 3.5倍という多くの学習時間

がかかる．しかし，表２のラベルデータ数を変化させ

た場合の IoUに示されるように，AN+ATは少ないラ

ベルデータ数でも Baselineを上回る性能が得られる．

AN+ATは学習にかかる時間が多いが，医用画像のセグ

メンテーション画像を作成する困難さやその作業に費や

図９　ラベルデータ 図13　AT+AN図10　Baseline 図11　AT 図12　AN

図14　AN+ATにおける lossの推移

図16　AN+ATにおける IoUの推移

図15　Baselineにおける lossの推移

図17　Baselineにおける IoUの推移
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す時間を考慮すれば，十分有用であると考えられる．

５．まとめ

　検証結果より AT+ANを用いたモデルは高い精度の

セグメンテーションモデルを作成可能であり，ATと

ANを組み合わせることでより少ないラベルデータ数で

の精度の向上が実現できることを示した．左心室，左心

房，右心室，右心房，上行大動脈では高精度を示してお

り，心臓血管疾患の診断に有用であると考えられる．今

後はラベルデータ数とラベルデータを持たない元画像の

最適な割合を検証する予定である．

　また画素数の少ない部位での IoUが低かったが，損

失関数がクロスエントロピーをベースとしたものを使っ

ているため画素数の少ない部位に対する感度が低いため

だと考えられる．そのためダイス係数を用いた損失関数

を使用することで画素数の少ない部位でも精度を向上さ

せることができると考える．

　さらに Segmentation	NetworkとDiscriminator	Network

を組み合わせた方式はラベルデータ数が少ない場合に高

精度なセグメンテーションが行えるため，応用範囲が広

く他の部位にも応用可能である．例えば，カテーテル手

術の左心耳閉鎖術では正確な左心耳形態の計測が要望さ

れている．そこで我々は経食道エコー検査の代わりに心

臓 CT画像を用いた手術支援ソフトウェア 12）を開発し

ており，本稿で述べたアプローチを心臓領域認識に適用

している．
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